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① 被災箇所検知モデルの構築
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①被災箇所検知モデルの構築

専門家の経験知を基にした

②土砂災害発生確率モデルの構築

①と②を融合させた

被災地早期検知モデル

本研究の目的

土砂災害の素因と誘因 被災箇所の把握と課題
従来の被害把握

・空中写真を用いた技術者による目視判読（時間，コスト，判読の主観性に課題）

AIを用いた被害把握に関する既往研究

・SAR画像とDEMから検出（植田ら，2018）

課題

・対象地域の限定性と速度

広域的かつ同時多発的な土砂災害を網羅的に検出できるモデルではない

1枚当たりの抽出速度は数秒～数十秒程度

・素因や誘因の未活用

その土地固有の特性(地質，植生，地形等)に関する知見が生かされていない

まとめ・今後の展望
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YOLOによる検出結果と

斜面崩壊分布図との重ね合わせ

出力画像

赤色：土石流
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・検出速度は0.01～0.02/枚

・被災箇所メッシュのうち

47.7 %を検出！

・雲，木々，影によって

隠れていた部分は

検出できず....

② 土砂災害発生確率モデルの構築

土砂災害の分類

AI技術と専門家の経験知を

融合させた被災地早期検知モデル
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① 被災箇所検知モデルの適用結果 ② 土砂災害発生確率モデルの適用結果
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・100mメッシュ単位での発生確率分布図

・災害当時の土砂キキクル（気象庁）よりも

空間解像度が高く定量的な点で有用

③ 説明可能なAI（Explainable AI）

GISによる
素因・誘因の抽出

シグモイド関数

𝒛 = 𝜶 + 𝜷𝟎𝒙𝟎 +⋯+ 𝜷𝒏𝒙𝒏

𝑷(𝒙) =
𝟏

𝟏 + 𝐞𝐱𝐩(−𝒛)

入力値を0～1の範囲に
変換して出力する関数

素因・誘因の情報抽出

➡ロジスティック回帰モデル

➡シグモイド関数を用いて発生確率を算出

① 被災箇所検知モデル
物体検出を用いた被災箇所検知モデルを構築
1枚当たりの抽出速度は0.02秒前後

② 土砂災害発生確率モデル
素因と誘因から発生確率を予測するモデルを構築
定量的かつ詳細な発生確率分布の推定が可能

被災地早期検知モデル
AI技術に専門家の経験知を融合させた新たなアプローチ
画像判読だけでは困難な箇所の潜在的リスクを検知

③ 説明可能なAI「SHAP」の適用

①と②を融合させた被災地早期検知

プラス（＋）：発生確率を上げる要因

マイナス（－）：発生確率を下げる要因

・機械学習モデルの不透明性を軽減！

・説明変数の寄与度を可視化！
SHAP

説明変数

Age = 65

Sex = F

BP = 180
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Output = 0.4

出力結果
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Base rate = 0.1

予測の初期値

Model

Age = 65

Sex = F

BP = 180

BMI = 40

Output = 0.4

Base rate = 0.1リアルタイム監視，ドローン映像解析

などで活躍しているアルゴリズム
YOLO

発災には

傾斜・土壌雨量指数

常緑針葉樹二次林

24時間降雨量

の寄与度が高い！

Modelの
ブラックボックス
を説明！

検出できなかった被災メッシュ（56個）のうち，

発生確率が70 %以上のメッシュが38個あることを確認

➡ 画像判読だけでは困難な箇所の潜在的リスクを検知！
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・検出モデルで検出時の正解率は低かった
➡ 多様な訓練データの収集，パラメータの最適化

・花崗岩地帯の影響が回帰分析で大きく出ている可能性
➡ 対象範囲を広げてより汎用性の高いモデルの開発

・土壌・地質別の透水性の違いを考慮し
他地域・他時期における豪雨災害に適用

今後の展望まとめ


